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Tóm tắt: 

 

Bài báo này áp dụng một chiến lược dự báo chuỗi thời gian nhiều bước được gọi là  

RU-SVR. Phương pháp này liên tục cập nhật mô hình SVR để cải thiện độ chính xác và 

tính ổn định của dự báo trong các biến động dữ liệu. Nghiên cứu đã thực hiện các thực 

nghiệm trên tập dữ liệu chỉ số VN-Index từ sàn giao dịch chứng khoán Thành phố Hồ Chí 

Minh, so sánh hiệu quả của RU-SVR với các mô hình dự báo hiện đại như LSTM, MLP và 

ConvLSTM. Kết quả thực nghiệm cho thấy RU-SVR không chỉ đạt độ chính xác cao hơn 

mà còn ổn định hơn trong dự báo chuỗi thời gian nhiều bước. 

Từ khóa: RU-SVR, LSTM, ConvLSTM, MLP, Multi-Step Ahead. 

Abstract: 

 

This paper proposes a novel multi-step time series forecasting strategy called RU-SVR. 

This method iteratively updates the SVR model to enhance the accuracy and stability of 

forecasts amidst data fluctuations. The study conducted experiments on the VN-Index 

dataset from the Ho Chi Minh City Stock Exchange, comparing the performance of RU-

SVR against contemporary forecasting models such as LSTM, MLP, and ConvLSTM. 

Experimental results indicate that RU-SVR not only achieves higher accuracy but also 

demonstrates greater stability in multi-step time series forecasting. 

Keywords: RU-SVR, LSTM, ConvLSTM, MLP, Multi-Step Ahead. 

     

1. GIỚI THIỆU 

Bài toán dự báo chuỗi thời gian luôn là một 

trong các vấn đề trọng tâm trong những 

nghiên cứu về mặt lý thuyết, cũng như trong 

những nghiên cứu về mặt ứng dụng thực tiễn. 

Thông qua việc dự báo chuỗi thời gian, nhiều 

vấn đề kỹ thuật phức tạp trong các lĩnh vực, 

ngành nghề khác nhau đã được giải quyết thấu 

đáo, chẳng hạn như dự báo tốc độ gió tại các 

trang trại điện gió [1], dự báo tình trạng ô 

nhiễm bụi mịn PM2.5 trong các thành phố 

lớn, dự báo giá dầu thô [2], dự báo giá vàng 

[3], … 

Những mô hình được sử dụng trong bài toán 

dự báo chuỗi thời gian rất đa dạng, từ những 

mô hình thống kê cho đến những mô hình học 

máy. Một số mô hình dự báo phổ biến là     

mô hình ARIMA (Autoregressive Integrated 

Moving Average [4]), mô hình GARCH 

(Generalized Autoregressive Conditional 

Hetoroskedasticity [4]), mô hình ANN 

(Artificial Neural Network [5, 6]), mô hình 

SVR (Support Vector Regression [7]), mô 

hình RNN (Recurrent Neural Network [8]), 

mô hình LSTM (Long Shortterm Memory 

Network [9]), mô hình CNN (Convolutional 

Neural Network [10]), mô hình TCN 
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(Temporal Convolutional Network [11]), mô 

hình GKFN (Gaussian Kernel Function 

Network [12]), mô hình RUGKFN (Recursive 

Update Gaussian Kernel Function Network 

[12])…  

Ý tưởng về mô hình cập nhật liên tiếp được 

đưa ra lần đầu trong [12]. Trong bài báo này, 

nhóm tác giả đã xây dựng một sơ đồ huấn 

luyện dựa trên hai yếu tố chính: (1) độ dài của 

vectơ đầu vào, (2) nhân của mô hình dự báo 

chính là mô hình GKFN. Dựa vào ý tưởng 

trong [12], chúng tôi xây dựng một sơ đồ 

huấn luyện tương tự, tuy nhiên khác với [12], 

nhân của mô hình dự báo của chúng tôi dựa 

vào mô hình SVR.  

Trong phần tiếp theo của bài báo, các mục 

được phân chia theo cấu trúc sau: Mục 2 giới 

thiệu về các kiến thức chuẩn bị, mục 3 trình 

bày về mô hình RU-SVR, là mô hình đề xuất 

được đưa ra trong bài báo, mục 4 dành cho kết 

quả tính toán chạy trên dữ liệu thực tế là chuỗi 

chỉ số VN-Index từ Sở giao dịch chứng khoán 

Thành phố Hồ Chí Minh. Cuối cùng, phần kết 

luận của bài báo được tóm lược trong Mục 5.  

2. CÁC KIẾN THỨC CHUẨN BỊ 

2.1. Bài toán dự báo chuỗi thời gian một 

bước  

Bài toán dự báo chuỗi thời gian một bước 

được hiểu là việc đi tìm giá trị kế tiếp của 

chuỗi thời gian dựa trên các quan sát quá khứ 

trong một khoảng thời gian có độ dài cố định 

nào đó. Nếu ta gọi   là độ dài của khoảng thời 

gian của các quan sát trong quá khứ thì vectơ 

     chứa   quan sát trong quá khứ từ thời 

điểm  , được định nghĩa như sau: 

                          

với               là các quan sát của chuỗi 

thời gian.  

Về mặt toán học, bài toán dự báo chuỗi thời 

gian một bước được phát biểu như sau: Cho 

trước chuỗi thời gian             , ta phải 

tìm mô hình dự báo   sao cho giá trị dự báo 

một bước được tính theo công thức: 

  ̂             

có giá trị gần với giá trị thực tế trong chuỗi 

thời gian, tức là sai số    ̂           phải đủ 

nhỏ. Để đánh giá mô hình dự báo có phù hợp 

với dữ liệu thực tế hay không, ta sử dụng các 

độ đo sai số sau đây: MAE (Mean Absolute 

Error), RMSE (Root Mean Square Error) và 

MAPE (Mean Absolute Percentage Error). 

Các độ đo này được tính toán như trong       

bảng 1. 

Bảng 1. Công thức tính toán sai số 

MAE RMSE MAPE 
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2.2. Bài toán dự báo chuỗi thời gian nhiều 

bước  

Thay vì chỉ dự đoán giá trị  ̂    như trong bài 

toán dự báo chuỗi thời gian một bước, ta sẽ dự 

đoán một loạt các giá trị tương lai  

 ̂     ̂         ̂    

cùng một lúc trong bài toán dự báo chuỗi thời 

gian nhiều bước. Một số chiến lược trong bài 

toán dự báo chuỗi thời gian nhiều bước được 

quan tâm như: chiến lược trực tiếp (direct 

stratery) [3], chiến lược lặp nhiều bước 

(recursive multi-step strategy) [12], chiến 

lược nhiều đầu ra (multiple-output strategy) 

[1], ...  

Trong mục kế tiếp chúng tôi sẽ trình bày mô 

hình SVR, là mô hình dự báo cốt lõi mà chiến 

lược dự báo của chúng tôi dựa vào.  
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2.3. Mô hình dự báo SVR 

Thuật toán SVM (Support Vector Machine) là 

một trong những thuật toán học có giám sát 

phổ biến trong machine learning [14]. SVM 

được sử dụng chủ yếu cho các bài toán phân 

loại và hồi quy. Thuật toán này dựa trên việc 

tìm kiếm một đường ranh giới tốt nhất để chia 

các điểm dữ liệu thành các lớp khác nhau. 

Ban đầu, thuật toán SVM được sử dụng trong 

bài toán phân loại nhị phân [15]. Với các điểm 

dữ liệu có thể tách tuyến tính thì luôn tồn tại 

siêu phẳng phân chia mà mỗi lớp các điểm dữ 

liệu sẽ nằm một phía của siêu phẳng phân chia 

này. Có một số thuật toán tìm siêu phẳng phân 

chia nhưng thuật toán SVM cho phép tìm siêu 

phẳng phân chia một cách tốt nhất, nghĩa là 

tìm được siêu phẳng mà có khoảng cách từ 

các điểm dữ liệu gần nhất của mỗi lớp đến 

siêu phẳng là lớn nhất. Khoảng cách này gọi 

là lề (margin).  

Giả sử, dữ liệu của tập huấn luyện dạng 

{       }
 
   

  với vectơ       là đầu vào 

của một điểm dữ liệu và    {    } là nhãn 

tương ứng của điểm dữ liệu đó. Các giá trị 

     của    thể hiện việc điểm dữ liệu    

tương ứng thuộc class 1, 2. Nếu siêu phẳng 

phân chia cần tìm là 

                                 (1) 

thì khoảng cách từ điểm dữ liệu         gần 

nhất đến siêu phẳng này là 

          
 

    
     

‖ ‖ 
  

Ta cần tìm các tham số     sao cho lề đạt giá 

trị lớn nhất, tức là 

            
   

[   
 

    
     

‖ ‖ 
]       

Bài toán (2) có thể đưa về dạng 

            
     

 

 
‖ ‖ 

   

thỏa mãn điều kiện 

      
                         

Nếu tìm được siêu phẳng phân chia     

    thì class của điểm dữ liệu   bất kỳ sẽ 

được xác định bởi 

                      

với         là hàm dấu. 

Khi siêu phẳng phân tách hai class với biên 

quá nhỏ hoặc trường hợp dữ liệu gần phân 

tách tuyến tính được, ta sử dụng một cải tiến 

của thuật toán SVM gọi là thuật toán Soft-

margin SVM [16]. Ý tưởng của thuật toán 

Soft-margin SVM là chấp nhận cho một số 

điểm rơi vào vùng không an toàn để tìm được 

lề lớn. Như vậy, mục tiêu của thuật toán Soft-

margin SVM là tối đa lề và tối thiểu số điểm 

rơi và vùng không an toàn. 

Trong trường hợp các điểm dữ liệu hoàn 

thoàn không phân tách tuyến tính được, thuật 

toán Kernel SVM sẽ tìm một phép biến đổi để 

biến đổi dữ liệu   từ không gian các đặc tính 

ban đầu tới một không gian có số chiều cao 

hơn [17]. Một số hàm kernel thường được sử 

dụng là Linear Kernel, Polynomial Kernel, 

Gaussian Kernel, Sigmoid Kernel. 

Thuật toán SVM không chỉ được sử dụng cho 

bài toán phân loại mà còn có thể áp dụng cho 

bài toán hồi quy. Trên thực tế, SVM trong hồi 

quy thường được gọi là SVR (Support Vector 

Regression) [18]. Giả sử, dữ liệu của tập huấn 

luyện dạng {       }
 
   

  với vectơ       

là đầu vào của một điểm dữ liệu và      là 

biến cần dự báo tương ứng của điểm dữ liệu. 

Mục tiêu của SVR là tìm một hàm      có 

dạng 

                               

với   là vectơ trọng số và   là bias được xác 

định bởi 
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‖ ‖ 

   ∑      
  

 

   

      

thỏa mãn các ràng buộc 

                 

                
  

     
               

           (6) 

với   là tham số điều chỉnh mức độ quan 

trọng giữa việc giảm lỗi và việc giữ cho mô 

hình đơn giản;   là phạm vi sai số cho phép; 

     
  là biến giả cho phép điểm dữ liệu nằm 

ngoài khoảng  . 

Để giải bài toán tối ưu này, chúng ta sử dụng 

phương pháp nhân tử Lagrange. Hàm 

Lagrangian cho SVR được xác định như sau: 

  
 

 
‖ ‖ 

   ∑      
  

 

   

 ∑  [                ]

 

   

 ∑  
 [                ]
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 ∑  
   

 

 

   

 

     

trong đó      
       

  là các nhân tử 

Lagrange.  

Giải bài toán đối ngẫu của hàm Lagrangian 

này giúp tìm ra các giá trị   và   tối ưu. 

Trong trong trường hợp các điểm dữ liệu hoàn 

thoàn không phân tách tuyến tính được, ta có 

thể sử dụng hàm kernel để ánh xạ dữ liệu từ 

không gian đầu vào ban đầu sang một không 

gian đặc trưng cao hơn, nơi mà dữ liệu có thể 

trở nên tuyến tính hơn hoặc dễ phân tách hơn. 

Khi đó, hàm      có dạng 

     ∑      
        

 

   

   
(8) 

với      là hàm kernel. 

Thuật toán SVR được thực hiện như sau: 

Bảng 2. Thuật toán SVR 

Bước 1. Chuẩn bị dữ liệu: Tiền xử lý dữ liệu 

bằng cách chuẩn hóa và làm sạch dữ 

liệu nếu cần thiết. 

Bước 2. Xác định tham số: Xác định    . 

Bước 3. Xác định hàm kernel: Lựa chọn hàm 

kernel phù hợp để ánh xạ dữ liệu vào 

không gian phi tuyến tính. 

Bước 4. Xây dựng mô hình: 

- Thiết lập hàm mục tiêu (5) và các 

điều kiện ràng buộc (6); 

- Tạo hàm Lagrangian (7); 

+ Giải bài toán đối ngẫu của (7) để 

tìm các giá trị          
 . 

Bước 5. Huấn luyện mô hình: 

Sử dụng dữ liệu huấn luyện để xây 

dựng mô hình SVR. Giải bài toán tối 

ưu hóa để tìm trọng số   và  .  

Bước 6. Đánh giá và tinh chỉnh mô hình:  

-Sử dụng các độ đo như MAE, RMSE   

và MAPE để đánh giá hiệu suất của 

mô hình. 

- Tối ưu các tham số   và   để cải 

thiện hiệu suất của mô hình. 

Bước 7. Dự đoán giá trị mới: Sử dụng mô hình 

SVR  đã được huấn luyện để dự đoán 

giá trị đầu ra cho các dữ liệu mới. 

Qua các bước trên, thuật toán SVR có thể áp 

dụng vào bài toán hồi quy và tạo ra một mô 

hình dự đoán chính xác cho giá trị liên tục. 

Việc lựa chọn hàm kernel và tinh chỉnh tham 

số quan trọng để đạt được hiệu suất tốt cho 

bài toán hồi quy cụ thể. 

3. MÔ HÌNH ĐỀ XUẤT  

3.1. Mô hình dự báo RU-SVR  

Mô hình dự báo được đề xuất trong bài báo 
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này là mô hình Recursive Update SVR (RU-

SVR). Đây là một phương pháp học máy dựa 

trên thuật toán SVR nhưng có thêm tính năng 

đặc biệt để cập nhật mô hình khi có dữ liệu 

mới được thêm vào. Điều này cho phép mô 

hình thích ứng với dữ liệu mới mà không cần 

huấn luyện lại toàn bộ dữ liệu cũ. Do vậy, mô 

hình RU-SVR có thể sử dụng để dự báo các 

giá trị trong chuỗi thời gian trên nhiều bước 

tiếp theo. Mục tiêu của mô hình là học mối 

quan hệ giữa các giá trị trong chuỗi thời gian 

và dự đoán các giá trị tương lai trong chuỗi 

trên nhiều bước tiếp theo.  

Mô hình đề xuất trong bài báo này được minh 

họa trong bảng 3. 

 Bảng 3. Mô hình dự báo RU-SVR đề xuất 

Bước 1. Xác định khoảng quan sát tối ưu   từ 

dữ liệu chuỗi thời gian 

Bước 2. Chia dữ liệu chuỗi thời gian thành 2 

phần: bộ dữ liệu huấn luyện (80%) và 

bộ dữ liệu kiểm tra (20% còn lại)  

Bước 3. Huấn luyện mô hình cập nhật liên 

tiếp RU-SVR trên bộ dữ liệu huấn 

luyện 

Bước 4. So sánh, đánh giá, kiểm nghiệm các 

mô hình trên bộ dữ liệu kiểm tra 

(20% còn lại) 

Trong các mục tiếp theo, chúng tôi sẽ trình 

bày chi tiết các vấn đề kỹ thuật trong Bước 1 

và Bước 3, là những bước quan trọng trong 

chiến lược dự báo đề xuất. Các kết quả so 

sánh, đánh giá, kiểm nghiệm trong Bước 4 sẽ 

được trình bày chi tiết trong mục 4 của bài 

báo. 

3.2. Bước 1 trong mô hình dự báo RU-SVR 

đề xuất 

Để xác định khoảng quan sát tối ưu từ dữ liệu 

đầu vào, trươc tiên ta cần đo độ trơn của hàm 

dự báo  . Độ trơn của hàm dự báo được xác 

định trong công thức sau đây [12, 13]:  

           
 

       
∑          

 

     

 

trong đó           là gradient của hàm   được 

tính như sau 

      ⃗     
                  

   

               
    

  

với     
  là vectơ lân cận của vectơ      trong 

không gian Euclid nhiều chiều cùng với chuẩn 

tương ứng.  

Tiếp theo, ta sẽ vẽ đồ thị của độ trơn        

theo tham số   như trong hình 1.  

 

Hình 1. Đồ thị thể hiện độ trơn         
theo tham số   

Đồ thị trong hình 1 cho ta thấy rằng        sẽ 

tăng dần tới 1 khi   ngày càng lớn. Nếu ta 

chọn số   lớn để huấn luyện cho mô hình thì 

thời gian để tính toán và huấn luyện mô hình 

sẽ tăng thêm nhiều lần. Vì vậy, vấn đề đặt ra 

là cần chọn khoảng thời gian quan sát   một 

cách tối ưu sao cho nó vừa đủ lớn để có độ 

trơn gần 1, và vừa đủ nhỏ để có thể huấn 

luyện mô hình một cách nhanh chóng. Trên 

thực tế, ta sẽ chọn   sao cho        là số 

dương và gia số biến đổi của        sẽ là lớn 

nhất khi   tăng giảm một đơn vị. Với cách 

chọn như vậy, dựa vào hình 1, ta sẽ chọn 

     Theo cách chọn này, ta sẽ dễ dàng 

huấn luyện được mô hình và thu được giá trị 

dự báo với độ chính xác cao. 
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3.3. Bước 3 trong mô hình dự báo RU-SVR 

đề xuất 

Phần quan trọng nhất của mô hình được đề 

xuất trong bảng 3 là nhân của mô hình, mô 

hình dự báo RU-SVR. Mô hình này được xây 

dựng bằng cách cập nhật liên tiếp các giá trị 

dự báo ở ở bước trước vào đầu vào cho mô 

hình SVR để dự báo các bước sau. Cụ thể, với 

chuỗi thời gian              , và   đã biết, 

mô hình RU-SVR dự báo   bước tương lai 

 ̂     ̂         ̂    

được xác định như thuật toán trong bảng 4. 

Bảng 4. Tính toán chi tiết của Bước 3  
trong mô hình dự báo RU-SVR đề xuất 

Bước 1.       

Bước 2. Tính 

 ̂       ̂( ⃗   ) 

với  ̂ là mô hình SVM hồi quy, 

 ⃗        ̃     ̃           ̃         

và 

 ̃   

 {

 ̂          

               
      ư      

 

Bước 3. Nếu      : Dừng. 

Ngược lại:        quay lại 

Bước 2. 

Hình 2 minh họa sơ đồ tính toán chi tiết trong 

bảng 4. 

 

Hình 2. Sơ đồ thể hiện tính toán trong bảng 4 

4. KẾT QUẢ THỰC NGHIỆM  

Thực nghiệm được thực hiện trên tập dữ liệu 

chỉ số VN-Index của sàn giao dịch chứng 

khoán Thành phố Hồ Chí Minh từ ngày 

01/01/2012 đến ngày 30/03/2023, với tổng 

cộng 2803 ngày giao dịch. Tập dữ liệu này 

được chia thành hai phần: 80% (tương đương 

2242 ngày giao dịch) được sử dụng để huấn 

luyện mô hình và 20% còn lại (516 ngày giao 

dịch) để đánh giá mô hình. Trong thực 

nghiệm, thư viện Tensorflow được sử dụng để 

xây dựng mô hình dự báo từ 1 đến 10 bước 

theo phương pháp đề xuất. Kết quả thực 

nghiệm, được trình bày trong Bảng 5, bao 

gồm so sánh giữa mô hình đề xuất RU-SVR 

với ba mô hình ConvLSTM (Convolutional-

LSTM), LSTM (Long Short Term Memory) 

và MLP (Multi-layer Perceptron). Các mô 

hình này được đánh giá dựa trên ba chỉ số: 

RMSE, MAE, và MAPE. Kết quả cho thấy 

mô hình dự báo RU-SVR đạt hiệu suất tốt hơn 

so với các mô hình còn lại ở tất cả các bước 

dự báo. 

Bảng 5. So sánh kết quả thực nghiệm 

trên các chỉ số RMSE, MAE và MAPE 

Bước Mô hình RMSE MAE MAPE 

1 

ConvLSTM 35.17 26.55 1.99 

RU-SVR 17.50 12.40 1.02 

LSTM 61.41 44.52 3.25 

MLP 59.27 45.35 3.37 

2 

ConvLSTM 42.12 32.38 2.43 

RU-SVR 19.51 13.83 1.14 

LSTM 64.44 46.60 3.40 

MLP 54.45 42.96 3.25 

3 

ConvLSTM 43.45 33.44 2.51 

RU-SVR 20.65 14.80 1.22 

LSTM 58.35 41.72 3.06 
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Bước Mô hình RMSE MAE MAPE 

MLP 58.64 44.84 3.32 

4 

ConvLSTM 35.37 26.79 2.06 

RU-SVR 21.60 15.46 1.28 

LSTM 66.85 46.26 3.36 

MLP 71.89 58.20 4.38 

5 

ConvLSTM 49.25 38.72 2.93 

RU-SVR 23.63 17.06 1.41 

LSTM 45.93 32.78 2.42 

MLP 65.22 50.20 3.70 

6 

ConvLSTM 54.18 43.98 3.32 

RU-SVR 24.38 17.71 1.46 

LSTM 41.09 32.22 2.42 

MLP 66.05 52.57 3.93 

7 

ConvLSTM 57.02 46.65 3.50 

RU-SVR 24.31 17.60 1.45 

LSTM 51.28 40.23 3.01 

Bước Mô hình RMSE MAE MAPE 

MLP 66.27 52.90 3.96 

8 

ConvLSTM 62.18 50.32 3.75 

RU-SVR 23.77 17.30 1.43 

LSTM 66.94 54.39 4.05 

MLP 61.84 48.68 3.63 

9 

ConvLSTM 37.12 29.45 2.27 

RU-SVR 24.05 17.53 1.44 

LSTM 68.46 54.07 4.01 

MLP 61.62 48.27 3.59 

10 

ConvLSTM 42.70 35.18 2.73 

RU-SVR 24.10 17.80 1.46 

LSTM 72.57 56.06 4.13 

MLP 65.86 51.44 3.80 

Trong hình 3 minh họa kết quả dự báo cho 4 

mô hình cùng với giá trị thật của VN-Index ở 

bước dự báo thứ 5. 

 

Hình 3. Đồ thị thể hiện kết quả dự báo ở bước thứ 5 

 

5. KẾT LUẬN 

Dựa trên các phân tích và kết quả thu được, 

phương pháp dự báo chuỗi thời gian nhiều 

bước theo mô hình đề xuất RU-SVR đã chứng 

tỏ hiệu quả tốt hơn so với các phương pháp 

LSTM, MLP và ConvLSTM. Cụ thể, mô hình 

RU-SVR không chỉ mang lại độ chính xác cao 

hơn trong việc dự báo mà còn ổn định hơn 

trong việc xử lý các biến động dữ liệu ở nhiều 

bước. Điều này có thể được lý giải bởi khả 

năng của mô hình RU-SVR trong việc xử lý 

các mẫu dữ liệu phi tuyến và ngoài mẫu hiệu 

quả hơn. Do đó, mô hình RU-SVR là lựa chọn 

tốt cho các bài toán dự báo chuỗi thời gian 

trong bối cảnh nghiên cứu này. 
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